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Resumen

Los estandares chilenos de calidad vigentes en Salud exigen un control masivo y retrospectivo de
los resultados considerados “criticos” (RC) en informes de imagenologia requiriendo medir su
oportuna notificacion.

Los informes de imagenologia son documentos generados y distribuidos como texto libre que
actualmente, al no contar con asistencia tecnologica, deben revisarse completamente de manera
manual, proceso muy poco eficiente. Esto se debe a que la deteccion automatizada de RC es
compleja pues los resultados clinicos pueden presentarse en distintos contextos: region anatomica,
técnica diagnostica, o autor.

Mediante técnicas de Procesamiento de Lenguaje Natural (NLP) y Aprendizaje Automatico se
plantea en esta tesis crear un algoritmo de clasificacion aplicable a dichos contextos, permitiendo
disminuir la revisiéon humana.

Especificamente esta tesis busca clasificar los resultados en 2 categorias: “Critico” y “No Critico”
con una alta sensibilidad, omitiendo el analisis humano s6lo cuando exista una alta certeza de que
no se trata de patologia critica.

Como muestra de estudio se utilizaron 6.420 Informes emitidos el afio 2016 y parte del 2017 en el
centro asistencial “Hospital del Trabajador, ACHS” previamente clasificados por personal experto.
Como método, se realizé extraccion y limpieza de estos datos, se hizo un pre-procesamiento de
contexto o vectorizacion de palabras usando el algoritmo word2vec, para luego entrenar y aplicar
un modelo predictivo lineal generalizado.

El algoritmo propuesto obtuvo una sensibilidad del 97.9% para una reduccion del 50% del
volumen de informes que se revisan manualmente. Llevado al contexto clinico esta clasificacion
permiti6 priorizar la revision de informes de mayor a menor compatibilidad con RC, e identifico
nuevos casos de RC que no habian sido notificados inicialmente en la muestra.

Mediante el uso y entrenamiento de esta herramienta se espera disminuir el andlisis manual de
documentos y apoyar al proceso clinico de notificacion de resultados criticos mejorando
finalmente la calidad en la atencion.
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Abstract

Current health quality standards in Chile demand a massive and retrospective control over results
considered “critical” (RC) in radiology reports requiring specifically to measure its timely
notification.

The radiology reports are produced and distributed as free text documents. Since there is a lack of
technological assistance, they have to be reviewed manually, which is a very inefficient process.
Automatic detection of RC is a challenging task as clinical results can appear in a variety of
contexts: anatomical region, diagnostic technique or author.

By the use of Natural Language Processing (NLP) and Machine Learning this thesis project
proposes a classification algorithm suitable to all the mentioned contexts, allowing to reduce
human review.

The goal of this thesis is to classify the results into two categories: “critical” and “non-critical”
with a high sensitivity, skipping human analysis only when there is a high certainty that there is
no presence of critical findings.

In order to validate the proposed algorithm a sample of 6.420 radiology reports from 2016 and part
of 2017 was collected in the Hospital del Trabajador clinical center located in Santiago.
Documents were previously classified by expert personnel. The methodology stages to validate
the proposed algorithm were: extraction and cleaning of data; pre-processing of context using
word2vec algorithm; and finally, a predictive model was trained consisting of a generalized lineal
model.

The proposed algorithm reached a sensitivity of 97.9% while potentially decreasing in half human
review of radiology reports. The proposed method also allows to prioritize reports review from
higher to lower compatibility with RC. Finally, after checking mistakes of the automatic approach
new cases of RC that were not originally tagged were identified.

Through the use and regular training of the proposed algorithm this thesis proposes an effective
tool, adapted to Spanish, to reduce human analysis of documents and support the clinical process
of RC notification, contributing to improving healthcare quality.
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1. Introduccion

1.1. Antecedentes

Los estandares actuales de calidad vigentes en las instituciones de Salud'?, exigen tener un
control masivo y retrospectivo de los hallazgos considerados “criticos” en examenes de
Imagenologia™*

El proceso es el siguiente: un paciente acude a un centro de imagenologia referido por su
médico tratante el cual necesita informacion adicional para emitir un diagnostico. Se practica un
examen donde se adquieren imagenes y estas se derivan a un médico radidlogo, quien las evalta
y consigna los hallazgos detectados en un documento llamado “Informe Radioldgico”. Ambos:
Imégenes e Informe, se hacen llegar al médico tratante, generalmente a través del mismo paciente.
El Informe Radioldgico se redacta en forma de texto libre no-estructurado y puede potencialmente
contener hallazgos compatibles con Resultado Critico. El proceso se resume en la Figura 1.

Por Resultado critico (RC) se entiende a “cualquier indicador de un estado fisiopatolégico
alejado de la normalidad que puede poner en peligro la vida del paciente, si no se actia rapidamente
y para el que existe tratamiento™. De existir tal hallazgo, el sistema de acreditacion del Ministerio

de Salud® exige a los mismos prestadores identificar y notificar directamente al médico tratante,

paciente o familiar. Las patologias y los plazos de notificacion pueden definirse por cada

. . ., . . . . . , 4
institucion pero, por lo general, se siguen recomendaciones de la sociedad Chilena de Radiologia”.

-»%-»0-»33

Informe Notificacion Registro de
Radioldgico del hallazgo casos

Examen

Figura 1: Diagrama RC.: Secuencia de proceso ante la presencia de un hallazgo Critico de Imagenologia
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Las instituciones prestadoras también deben disponer de un registro fisico o digital con todos
los RC que han sido notificados’. En condiciones ideales la notificacion es realizada por el mismo
radidlogo que informd el examen.

En procesos de acreditacion®, los prestadores deben demostrar que han identificado todos los
RC necesarios. Para esto, entidades externas a la institucion suelen evaluar muestras aleatorias de
informes. De encontrarse algin RC que no esté notificado la institucion corre riesgo de no
acreditarse, lo que suele derivar en consecuencias econdmicas y de imagen publica.

Ya que se trata de texto libre, una vez emitidos los informes, los RC que no han sido detectados
por el mismo radidlogo so6lo pueden obtenerse leyendo todo el set de documentos, algunas
instituciones destinan recursos a esta revision: especialistas en calidad o personal lo
suficientemente calificado para leer texto médico. De momento no hay herramientas que
automaticen esta revision o reduzcan el niimero de informes a revisar por el especialista. El

presente trabajo estd enfocado a este aspecto en particular.

1.2. Marco Referencial

La naturaleza no-estructurada del informe radiologico es un tema muy tratado en el ambito
clinico®’. Con excepciones puntuales no ha sido posible estructurar el informe y estandarizar la
informacion tratada en él sin afectar su calidad y al proceso de atencion®. Ya que continua
emitiendose de forma no-estructurada se han propuesto otras soluciones tendientes a procesar su
contenido posterior a su generaciéon’. Estas soluciones actiian aplicando 1) Procesamiento de

lenguaje natural (NLP) y luego 2) Algoritmos de clasificacion.
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1.2.1. Procesamiento de lenguaje natural (NLP)

Durante la ultima década, el procesamiento automatico de textos se ha vuelto una tendencia
en aumento con aplicaciones como la deteccion de SPAM, motores de busqueda, traduccion de
idiomas, y analisis de sentimientos'®. E1 NLP tipicamente consiste en aplicar algunos o todos los
siguientes procesos al texto para extraer informacion:

- Descomposicion del texto a sus niveles fundamentales: parrafos, oraciones y palabras'!

- Estandarizaciones del texto como omitir mayusculas, apostrofes, puntuacion y acentos.

- POS (Part of sentence): Etiquetar palabras segin su funcién gramatical dentro de la
oracion''.

- Deteccion de Negacion: En el caso de Informes Radiologicos, gran parte del texto esta
destinado a descartar patologias o escenarios adversos, por lo que la negacion es un
elemento fundamental y debe detectarse. Existen diversas técnicas para lograr esto.

- N-Gramas'': Uso de términos de 2 0 mas palabras como variables.

- Stemming'': Agrupar términos de igual raiz léxica dentro de una misma variable (Ej:
“veno” = “venosa”, “venoso”, “venosas”). De esta forma se aisla el concepto independiente
de su forma verbal; plural/singular; masculino/femenino.

- Lematizacién'': Al igual que Stemming intenta aislar el concepto de su forma expresada
pero basandose en un diccionario de términos previamente definido con bases lingiiisticas.

- Remocién de Stopwords'': Corresponden a términos que se utilizan cominmente para
estructurar el lenguaje. Mediante un diccionario de Stopwords en espafiol pueden
identificarse y eliminarse.

- Filtrar palabras: Eliminar todas aquellas palabras que no aportan informacion relevante
al problema especifico que se esta tratando. Puede lograrse mediante una bolsa pre-definida
de palabras o métodos de filtros que utilizan el mismo clasificador u otros métodos.'' >

- Manejo de Expresiones regulares: Permite aplicar NLP para tratar aspectos especificos
del problema en estudio: como omitir datos demograficos de pacientes; datos del médico
o aislar componentes del documentos como el encabezado o la impresion diagnostica'”.

Para las tareas de POS, Deteccion de negacion, Stemming, Lematizacion, Remocioén de

StopWords y uso de Expresiones Regulares se requieren herramientas especificas para el
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idioma en que se esta trabajando. Existen paquetes de funciones para distintos lenguajes de
programacion (principalmente R y Python) enfocados a estas funciones, el material en espafiol

es siempre mas limitado que en Inglés.

Vectorizacion semantica de texto

Adicionalmente como parte de NLP y anterior al modelo predictivo se pueden aplicar diversos
procesamientos a los datos para mejorar el rendimiento del sistema. Un ejemplo de esto son los
algoritmos de encaje de palabras (o “word embeddings”). Los cuales buscan: 1) establecer
similitud entre términos en base a cudles son sus términos vecinos, y 2) agrupar términos similares
y asi reducir el nimero de variables (o “dimensionalidad”). Ejemplos de tales algoritmos son
word2vec'’; text2vec'® y glove'”.

Un algoritmo de encaje funciona en base al “contexto” de cada termino, es decir, las palabras
que suelen acompanarlo cuando se menciona. Se asume que “el contexto de un término estd
intimamente ligado a su significado”'®, dos palabras sinénimas como “venosa” y “flebo” suelen
acompafiarse de palabras muy similares, si agrupamos ambas palabras tendremos una variable
nueva, mucho mas ligada al concepto que hay detrds de ambas que a la forma en que se
escriben' "’

El algoritmo se implementa con una red neuronal simple de 3 capas, la capa de entrada y salida
tienen tantos nodos como términos hay en el set de datos y la capa intermedia (u oculta) debe ser

mas pequeia para producir la recombinacion de variables. Como se observa en la Figura 2,

1,15
entrenamos la red con un vector de entrada y otro de salida .
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Vector Vector
entrada Silid;
X observa O O observa 21
0-> || trombosis O O trombosis || 21
1> venosa O O O venosa -0
0> region O Q O region 21
0> poplitea O O poplitea -1
0> Flebo O O Flebo -0

Figura 2. Diagrama word2vec. Entrenamiento de red neuronal para predecir el contexto de "venosa" en "Se observa trombosis
venosa en region poplitea”. Vector de Entrada: Con valor 1 para la posicion del término a evaluar y 0 para todos los demas
términos del set de datos. Vector de Salida: Se lleva a 1 para todas las palabras que acomparian al término evaluado en su contexto

vy a 0 para las demas palabras del set de datos.

Es muy poco probable que dos términos, por similar significado que tengan, posean igual
vector de salida sin embargo en la capa intermedia, al tener menos nodos si se produciran “vectores
de encaje” en comun. Si adoptamos estos vectores como las nuevas variables del problema
agruparemos términos con similar significado y reduciremos la dimensionalidad.

Otra aplicacion de word2vec es que, si entendemos estos vectores como una representacion
multidimensional de las palabras que agrupan, podemos establecer relaciones entre palabras del
set de datos e incluso calcular el vector de otras palabras utilizando la distancia y direccion de

vectores conocidos como se ilustra en la Figura 3.
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king—man + woman = queen

A QUEEN

\KING

| .

Figura 3: Ejemplo de vectorizacion de palabras. Representacion hipotética (en 2D) de como obtener el vector de "reina” a partir

.7 . . . . . . . . 20
del vector de "rey" y utilizando como referencia la distancia y direccion existente entre "hombre" y "mujer”.

Si deseamos utilizar vectores de encaje como variables para entrenar modelos predictivos,
como algoritmos de clasificacion, se debe construir una “Matriz de Vectores y Documentos”
(VDM), donde cada fila corresponde a un documento y cada columna corresponde a un vector de
encaje. En las celdas figura la frecuencia de aparicion de todos los términos asociados a cada

vector por documento, como se ejemplifica en la Tabla 1.

Vectorl Vector2 Vector3 Vector4 Clase
Documentol 0 3 1 1 No RC
Documento2 1 0 3 2 No RC
Documento3 4 3 2 0 RC
Documento4 0 1 0 2 No RC

Tabla 1: Matriz de Vectores y documentos: Referencia de VDM asumiendo un escenario con 4 documentos y 4 vectores
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1.2.2.- Algoritmos de clasificacion

El objetivo estos algoritmos es construir modelos que permitan predecir a cual de ciertas
categorias o clases pertenece una observacion. Como ejemplo aplicado a nuestro contexto, una
observacion podria ser un Informe Radioldgico y las clases corresponderian a: “Resultados
Criticos” o “Resultados no Criticos™'

Algunos de estos algoritmos son cddigos basados en reglas hechas por humanos (Ej: Si
existe X palabra + la ausencia negacion, clasificar como “Clase-A”) y otros se basan en
aprendizaje automdtico supervisado (o Supervised Machine Learning). En estos tltimo las reglas
se construyen automaticamente por el mismo algoritmo, el presente trabajo de tésis se centra en
estos métodos de aprendizaje.

Primero el modelo se entrena con observaciones de una muestra de entrenamiento ya
clasificadas, también se selecciona un listado de variables o caracteristicas que deben extraerse de
cada observacion (ej. palabras presentes). A partir de estas caracteristicas el sistema construye las
reglas necesarias para efectuar la clasificacion de datos nuevos. Posteriormente se evalua con una
muestra de pruebas. Tipicamente se utilizan muestras distintas para entrenamiento y pruebas ya
que utilizar el mismo conjunto puede llevar a sobreestimacion del rendimiento del clasificador
debido a un sobreajuste. Ambas muestras, entrenamiento y pruebas, deben estar clasificadas previo
a su uso’.

Existen diversas técnicas de Machine learning ttiles para clasificar texto. En el presente trabajo
se utilizé un tipo de regresion llamado Modelo Lineal Generalizado(GLM)>. Se trata de modelos
predictivos que entregan como salida una variable numérica. En los modelos de clasificacion, en
cambio, se predice una “clase” que es una variable categorica, es decir, que hay un nimero limitado

. , . 24 . . . , .
de clases y en un orden no necesariamente 16gico™". Es posible convertir la salida numérica de una
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regresion en una variable categorica. Por ejemplo, se puede predecir el IMC de un individuo y
luego establecer en base a €l si es obeso 0 no. En el caso de GLM el predictor se construye a partir
de un modelo de regresion lineal pero asumiendo un componente de la familia de distribuciones
exponenciales. Esto permite flexibilizar el modelo cuando se tiene una variable respuesta
categorica. También es posible, mediante validacion cruzada, probar el modelo usando los mismos

. . . . 25,26
datos de entrenamiento y corregirlo para evitar el sobre-ajuste™ .

1.3. Estado del Arte

1.3.1. Estado del Arte en Medicina.

Tanto NLP como los algoritmos de clasificacion ya se han utilizado previamente en
Imagenologia, principalmente en idioma inglés. Algunas de las herramientas utilizan algoritmos
basados en reglas y suelen acotarse a una patologia o tipo de examen en particular. Otras, en
cambio, utilizan Machine Learning e intentan buscar distintos hallazgos en varios tipos de examen,
tal como se busca en este trabajo. En la Tabla 2 se resumen las soluciones existentes.

El articulo de Dreyer et al*’ constituye la referencia para este trabajo en cuanto a sensibilidad
obtenida. Dicho trabajo est4 dirigido a la deteccién de un amplio rango de patologias y técnicas
diagnosticas y utiliza algoritmos de aprendizaje automatico mediante una solucién comercial
(LEXIMER).

Otro trabajo interesante es el de Ortiz et al'*, que si bien, esta basado en reglas y es especifico
para una patologia, constituye una de las pocas aplicaciones realizadas en Chile y en espafiol.

No se encontr6 trabajos referidos al rendimiento de estas aplicaciones ante el cambio de staff

médico. En Chile es relevante ya que no se aplican estandarizaciones de 1éxico como SNOMED-
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CT o RADLEX y cada radidlogo puede utilizar la terminologia que encuentre mas apropiada. Al

cambiar el autor cambia la terminologia y posiblemente el rendimiento del clasificador.

Autor Clasificacion Tecnica Examen Diagnostico | Sensibilid | Especificida
ad d
Rink et Vigilancia Machine Learning Variada Apendicitis 91% 83%
al® Médica (SVM)
Lakhani Vigilancia Basado en reglas Variada Variado Medido Medido por
et al® Médica por patologia
patologia
Ortiz et Vigilancia Basado en reglas TC de Trombo 96% 93%
al' Médica (Expresiones Regulares) Torax Embolismo
Pulmonar
Solti et Vigilancia ML (maximum entropy RX de Variado 91% 90%
al® Médica variable-length character Torax
combinations)
O’Connor Estudios Basado en reglas: CT de "Compatible 95% 96%
etal’! Cohorte Herramienta GATE Abdomen | " con Cancer
Epidemiologico (NLP) Renal
Dublin et Estudios ML: ONYX NLP tool RX de Neumonia 92% 87%
al®? Cohorte Torax
Epidemiologico
Dreyer et Evaluacion de ML (Arbol de Desicion) ; Variado Variado 97,50% 96,60%
al’”’ Calidad LEXIMER
Dang et Evaluacion de | ML (Arbol de Desicion) ; Variado Variado N/A N/A
al® Calidad LEXIMER (Resultados
Criticos)
Ip et al* Evaluacion de Producto comercial no CT-MR de Lesion 87,90% 99,50%
Calidad especificado Abdomen | Pancreatica
(uso de
recomendaci
on)
Lacsonet | Evaluacion de ML: iSCOUT CT-RX Nodulos N/A N/A
al® Calidad Torax Pulmonares
(uso de
recomendaci
on)
Do et al*® Soporte a la Basado en reglas Variado Fractura 90% 95%
Desicién segin
Clinica ubicacion
Fizman et Soporte a la Basado en reglas: RX de Neumonia y MEdido MEdido por
al’’ Desicion Herramienta "SymText" Torax otros... por patologia
Clinica (NLP) patologia

Tabla 2: Estado del Arte en Medicina: Aplicaciones destinadas al manejo del texto no estructurado en Informes Radiologicos
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1.3.2. Estado del Arte en otras areas.

Algunas aplicaciones en otras areas del conocimiento, utilizadas en este trabajo son:

Los trabajos de Mikolov et al'>'®** donde los autores presentan algoritmos de encaje como
word2vec para representar vectorialmente los elementos en textos y apoyar tareas de clasificacion.
Aplican diversos modelos sobre el set de datos IMDB que consiste en criticas cinematograficas.

El estudio de Narayanan et al*> explora como aumentar la eficiencia de un clasificador naive
de Bayes, incluyendo el método utilizado en este trabajo para detectar negacion. También en este
ambito Jimenez et al*® hace una aproximacion en idioma Espatiol para tratar la negacion en analisis
de opiniones.

Respecto a reduccién de dimensionalidad, Sanchez-Marofio et al’ realiza un estudio
comparativo enfocado a filtros para reducir variables. También es interesante el trabajo de Lei Yu
et al*’ donde se ahonda en los filtros de correlacién para problemas de elevada dimensionalidad
tales como analisis de texto. Hangya et al'> evalua el uso de “Target-Oriented Opinion Mining”
donde se restringen las variables a una bolsa de palabras previamente definidas.

Basandose en la frecuencia de aparicion de cada termino en los documentos y en el set de
datos, Ramos et al*' aplica un valor peso a cada variable (TF-IDF) para determinar su relevancia
en un problema de clasificacion.

Por tltimo el trabajo de Balazs et al'' realizado en Chile describe los fundamentos del analisis

de opiniones y la fusion de Informacion de diversas fuentes para lograrlo.
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2. Hipotesis y Propuesta

2.1. Hipotesis
Un Algoritmo de Clasificacion basado en Aprendizaje automadtico puede determinar si un informe
Radiologico contiene o no Resultados Criticos bajo condiciones heterogéneas de patologias,
técnica diagnostica y autor, obteniendo una sensibilidad de al menos el 97,5%, comparable al

estado del arte.

2.2. Solucion Propuesta

Se busca apoyar el proceso de Notificacion de Resultados Criticos en Radiologia mediante un
algoritmo de clasificacion que permita predecir si los Informes pertenecen a las categorias:
“Critico” o “No Critico”, de modo que solo aquellos documentos clasificados como “Critico” sean
objeto de una revision humana posterior.

Se pretende que la herramienta tenga la mayor sensibilidad posible, es decir que exista una alta
capacidad para detectar casos positivos para “RC”, descartando el analisis humano solo cuando
existe una alta certeza de que no se trata de patologia critica.

Debe ser posible re-entrenar el sistema para aumentar su especificidad o adaptarlo a nuevas
patologias o terminologia, para esto se sugieren modelos de aprendizaje automatico por sobre los

basados en reglas.
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3. Objetivos

3.1. Objetivo General:
Construir un algoritmo de clasificacion de alta sensibilidad que clasifique Informes Radiologicos

en categorias: “Critico” y “No Critico”.

3.2. Objetivos Especificos:

(1) Construir base de datos de informes radioldgicos y su etiquetado manual.

(2) Identificar variables de interés realizando una descripcion de la muestra experimental
(3) Disenar e implementar el algoritmo de clasificacion

(4) Evaluar el algoritmo identificando ventajas de su aplicacion y fallas del proceso actual
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4. Materiales y Métodos

4.1. Construir base de datos de informes radioldgicos y su etiquetado manual

Caracteristicas de la generacién de informes

Se presentan cifras sobre produccion de informes y deteccion de RC en el centro
asistencial Hospital del Trabajador:

- Informes/dia Emitidos por Radidlogos: 289,2

- Informes/dia revisados por Especialista Calidad: 200
- RC/dia notificados por Radidlogos: 0,2

- RC/dia detectados por Especialista Calidad: 2

Notese que los RC son detectados en su mayoria por el especialista de calidad y no por el
radidlogo y que en promedio existen 89,2 informes/dia que el especialista no alcanza a revisar. La

revision se prioriza de acuerdo al tipo de examen que se cree mas propenso a presentar RC.

Criterios de Inclusion

La muestra corresponde a informes emitidos entre Noviembre/2016 y Octubre/2017
considerando solo documentos sometidos a revision humana del especialista en calidad,
correspondientes a:

- Tomografias computadas (TAC) de especialidad “Neuroradiologia” o “Cuerpo”
- Resonancias Magnéticas (RM) de especialidad “Neuroradiologia” o “Cuerpo”

- Ecotomografias Doppler, Ecotomografias de pierna o especialidad “Cuerpo”

- La totalidad de las Mamografias

- RX de Térax excluyendo pacientes asociados a accidente laboral o enfermedad profesional.
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Extraccion de Muestra

Se descargo la totalidad de documentos existentes en tablas de datos HIS- SAP para el periodo
indicado. Para identificar registros compatibles con criterios de Inclusion se realizaron consultas a
la Base de datos de RIS (AGFA®) mediante una herramienta de Inteligencia de Negocios (IBM®
Cognos® Impromptu®), se almacen6 la metadata de estos informes correspondiente a: Nombre
de Examen; Fecha del examen, Fecha de informe y Radiologo autor. El Texto del informe
propiamente tal se obtuvo haciendo un cruce entre la metadata obtenida y los registros obtenidos
de las tablas de SAP.

Luego se realiz6 etiquetado manual de cada registro seglin la bitdcora de notificaciones del

centro, donde tiene se tiene registro de 579 notificaciones de RC para el periodo de estudio.

Pre-procesamiento de Datos

Se eliminaron del set de datos todos los exdmenes adicionales de pacientes con al menos una
notificacion, de esta forma se busca omitir exdmenes de control para un hallazgo ya notificado.

Se desecharon informes que tuvieran caracteres incompatibles con el estandar UTF-8, error
comun observado en los datos, falla originada en la integracion de sistemas HIS-RIS.

Sobre la clase RC se realiz6 lectura de todos los informes corrigiendo el texto cuando existiera
un caracter “espacio” en el medio de una palabra (Ej: “Tu mor”), esta falla también se origina en
la integracion de sistemas HIS-RIS. Por la cantidad de informes, no fue posible aplicar esta

correccion a la clase NO_RC.
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4.2. Identificar variables de interés realizando una descripcion de la muestra
experimental.
En base al Set de Entrenamiento, se trabajé en lenguaje R con los paquetes: “tm",
"SnowballC", “RWeka”, "slam", "openNLP" y “word2vecs ” relacionados a mineria de texto.
Para extraer y filtrar las palabras de interés en la muestra se aplico NLP a los informes de la
siguiente forma: omitir encabezado y pie de Informe, marcar/detectar negacion®™, omitir acentos

, ., 11 . e .
v mayusculas, remocion de stopwords . Luego, como pre-procesamiento, se utilizé el algoritmo

de encaje word2vec'® para reducir dimensionalidad y agrupar términos con similar contexto.

4.3. Disefiar e implementar un algoritmo de clasificacion.

Para alcanzar el resultado actual se probaron diversas alternativas combinando modelos de
clasificacion;, NLP; reduccion de dimensionalidad; balanceo de clases y unidades de medicion.
Se exponen algunas de las pruebas realizadas en Anexo 1 (Modelos Probados).

Finalmente se opto por un modelo lineal generalizado (GLM)* ya que fue el que obtuvo el mejor
rendimiento. Para construir el clasificador se considerd a la variable respuesta con una distribucion
binomial (ya que es categdrica y binaria), ademas se ajustd el modelo mediante validacion
cruzada®: Subdividiendo el set de entrenamiento en 5 particiones (o “folds™) se vari6 el parametro
lambda, el cual nos indica que tan severa es la modificacion que se debe aplicar al modelo original

para que no se sobre ajuste a los datos de entrenamiento.



Sistema de soporte a la deteccion de resultados Criticos en Informes de Imagenologia mediante Aprendizaje 22

automadtico

» :
S 7 : “
: L
. 1=
»
o _| b
e *
o L ]
D u
< ~
o
[ 2
%
[{e}
<
*
T T T T T
-7 -6 -5 -4 -3
log(Lambda)

Figura 4. Validacion Cruzada: Se seleccionaron los valores de lambda (parametro GLM) con maxima darea bajo la curva en sus
predicciones. (AUC= 0.9284)

Como resultado de esta validacion (Figura 4) se obtuvo un valor ideal de lambda de 0.01466626,
también expresable en escala logaritmica como log(Lambda)=-4.22. Esto quiere decir que el
modelo original se corrigié en un 1.46% para obtener un rendimiento mayor, especificamente con
este lambda se obtuvo un area bajo la curva (AUC) de 0.9284.

Al tratarse de una regresion, la salida que se obtuvo fue una variable numérica de 0 a 1 interpretable

como “Puntaje de Criticidad”. A mayor puntaje, mas compatible es un informe con RC.

4.4. Evaluar el algoritmo e identificar fallas del proceso actual.

Para que el método sea comparable con estudios y revisiones existentes, se trabajo en base
al trabajo de Dreyer et al’’ Dicho estudio obtuvo en promedio un 97.5% de Sensibilidad con un
intervalo de confianza del 95% (ente 96.6% y 98.5%). Se esperd al menos alcanzar dicho valor
como meta. Asumiendo que el clasificador es aplicable al uso diario se midi6 en cuanto reduciria
la cantidad de informes a revisar por parte del personal experto. Finalmente se analiz6 cada texto

donde el clasificador fallo y se incluye en la discusion.
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5. Resultados

5.1. Construir base de datos de informes radiologicos y su etiquetado manual
Posterior a la extraccion y limpieza de datos se obtuvo una muestra de 6.420 Informes que se
etiquetaron segun los registros de notificaciéon de Imagenologia. La muestra fue particionada en

un 75% Entrenamiento y 25% Pruebas. Se mantuvo la distribucion original de clases.

NO_RC RC TOTALES
Set Entrenamiento 4.382 433 4.815
Set Pruebas 1.459 146 1.605
TOTALES 5.841 579 6.420

Tabla 3. Base de datos: Distribucion de muestra segun uso y clase.

5.2. Identificar variables de interés realizando una descripcion de la muestra experimental
Gracias a NLP se logro aislar 180.000 palabras de los 4.815 documentos presentes en el set

de entrenamiento. Se expone ejemplo de texto procesado en Figura 5:

NOMBRE : PERICO LOS PALOTES

EDAD : 33 ANOS

ID : 56-2222222-K

FECHA : 01-01-2001

EXAMEN : ECOTOMOGRAFIA DOPPLER VENOSO EXT INFERIOR

Se evallGan venas del sistema profundo, superficial y de la
pantorrilla derecha. Vena gemelares y tibiales posteriores
aumentadas de didmetro, con contenido hipoecogénico
intraluminal, no colapsables y sin flujo al Doppler color. El resto | | evaluan venas sistema profundo, superficial pantorrilla derecha.
de las venas son de paredes delgadas y permeables. Adecuado | | vena gemelares tibiales posteriores aumentadas diametro,
cierre valvular en relacién a maniobras de Valsalva. contenido hipoecogenico intraluminal, noxxcolapsables
noxxflujo noxxDoppler noxxcolor. resto venas paredes delgadas
permeables. adecuado cierre valvular relacion maniobras
Valsalva.

Impresion diagnostica: Flebotrombosis segmentaria de venas
tibiales posteriores y gemelares de la pantorrilla derecha.

Atentamente,
DR. PEDRO CHAPATINMEDICO RADIOLOGOALB/ALB impresion diagnostica: flebotrombosis segmentaria venas
tibiales posteriores gemelares pantorrilla derecha.

Informe Validado / Radiélogo PEDRO CHAPATIN

Figura 5. NLP: Texto ejemplo de Informe de Imagenologia. En la figura se muestra el informe en su estado original (izquierda) y

posterior a NLP (derecha). Datos solo de referencia.
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Posterior al uso de NLP, las palabras se agruparon mediante word2vecs en 18.236 vectores
de encaje, utilizados finalmente para construir una “Matriz de Vectores y Documentos” (VDM)

con 4.815 filas correspondientes a los documentos del set de entrenamiento.

5.3. Disefiar e implementar un algoritmo de clasificacion

Los valores de salida de GLM fueron categorizados fijando un valor umbral. Pensando en
reducir la revision humana en un 50% se escogié como valor umbral la mediana de los puntajes
obtenidos, dicho valor fue de: 0.037183. Las salidas entre 0 y 0.037183 se clasificaron como
NO RCylasentre 0.037183 y 1 como RC. El uso de GLM con un valor umbral supero a cualquier
método posible de balance de clases segin se detalla en el Anexo 1, sin necesidad de repetir
registros de la clase minoritaria (RC) ni de omitir registros de la clase mayoritaria (NoRC). Se

explica el algoritmo propuesto en la Figura 6.
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Figura 6. Diagrama Algoritmo: Secuencia de etapas necesarias para realizar entrenamiento y prediccion
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5.4. Evaluar el algoritmo e identificar fallas del proceso actual

Al aplicar el algoritmo sobre el set de pruebas y categorizar mediante el umbral definido, las

predicciones arrojan la matriz de confusion de la Tabla 4.

TOTALES Métricas

805 |Sensibilidad @ 0,97945

800 |Especificidad 0,54969

Norc [ Re
NO RC 802 3
RC 657 143
TOTALES 1.459 146

1.605 |Precision 0,58888

Tabla 4. Tabla de confusion y métricas: Resultados de evaluacion del algoritmo en el set de pruebas.

No se observaron diferencias en el comportamiento del algoritmo para Radiologo autor;

Patologia o Técnica diagnodstica. Tanto el entrenamiento como la prediccion se realizaron sin

considerar sub-grupos. En la Tabla 5 se muestra el detalle de la prediccion en cada caso.

RADIOLOGO eN[rp [vp [vN [N INFORMES| [TIPO DE PATOLOGIA FN[FP |VN [vP [N INFORMES
RAD_01 1| 6] 16 23] |ANEURISMA 1 2 3
RAD_02 1l 2 3| |FRACTURA COLUMNA 7 7
RAD_03 1 2 3] |HEMATOMA SUBDURAL AGUDO 2 2
RAD_04 22| a1] s 68| |HEMORRAGIA SUB-ARACNOIDEA 1 9 10
RAD_05 19] 4] 3 26|  |INFARTO CEREBRAL AGUDO 1 1
RAD_06 32[ s0] 7 89] |PROCESO INFLAMATORIO AGUDO 15 15
RAD_07 1| 143]160] 40 344]  |iIsQUEMIA CEREBRAL 1 1
RAD_08 25| 11] 1 37] |posiBLE NEOPLASIA 42 42
RAD_09 1] |NEUMONIA EXTENSA O MULTIFOCAL | 1 2 3
RAD_10 2 s| 1 8| |NEUMOPERITONEO 1 1
RAD_11 12] 23] s 20| [NEUMOTORAX 5 5
RAD_12 a6] 25| 2 73] |SANGRAMIENTO ACTIVO 2 2
RAD_13 25| 30| 3 58| | TRAUMATISMO ENCEFALO CRANEANO 11 11
RAD_14 7] 1a] 4 25| | TROMBOEMBOLISMO PULMONAR 7 7
RAD_15 29 32| 15 76| |TROMBOSIS VENOSA PROFUNDA 26 26
RAD_16 16| 7 23| |VICERA HUECA O PERFORADA 9 9
RAD_17 1| 23] s8] a4 86] |otros 1 1
RAD_18 32] 27] 4 63] [NOESRC 657] 802 1459
RAD_19 17 31| s 53| [Total general 3| 657| 802| 143 1605
RAD_20 23| 66| 7 9,

RAD_21 10] 16] 4 30| |TECNICA DIAGNOSTICA FN|FP |VN [VP |N INFORMES
RAD_22 90| 70| 16 176] |ECOTOMOGRAFIA 257|253 39 549
RAD_23 s| 12 20| |MAMOGRAFIA 3] 22] 1 26
RAD_24 16| 14] s 35| |RESONANCIA MAGNETICA 1| s3] so] 11 145
RAD_25 2 7 9] |RADIOLOGIA CONVENCIONAL 1| 21] 66| 1 89
RAD_26 9] 29] 3 41| |ToMOGRAFIA cCOMPUTADA 1] 323]381] 91 796
RAD_27 4 4] |[Total general 3] 657] 802| 143 1605
RAD_28 12] 11] 3 26

RAD_29 25| 40| 4 69

TOTAL 3| 657 143] 802 1605

Tabla 5: Resultados de predicciones segun sub-grupos: Radiologo; Tipo de Patologia; Tecnica Diagnostica.
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Asumiendo que el algoritmo estd en produccidon se descartarian en este instante 805
informes de la revision humana. De los 800 restantes, detectados como RC, es posible priorizar la
revision segln los valores arrojados por GLM partiendo por los mas elevados. Se observa entonces
que ordenando los informes segin puntaje y limitando la revision humana al 50% de los textos, es
posible detectar el 97,9% de los RC presentes en el set de pruebas, cumpliendo el objetivo de

sensibilidad propuesto, como se muestra en la Figura 7 en linea discontinua roja.
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Figura 7. Grafico Priorizacion: Comparacion de Revision priorizada utilizando el algoritmo propuesto (linea punteada negra),

con un 30% y un 50% de revision versus la estrategia manual (linea continua azul) que exige revisar el 100% de documentos

para resultados similares.

Finalmente se procedi6 a realizar lectura y analizar todos los textos correspondientes a

Falsos Positivos y Falsos Negativos arrojados por las predicciones y a categorizar el tipo de error.

Falsos Positivos (657):

- Mal Etiquetados: 50. RC que no fueron notificados o consignados en el registro.

- Controles de Hallazgo Previo: 20. Hallazgos compatibles con RC donde no corresponde

notificar. Se considera falla de etiquetado.
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- Clasificacion dudosa: 42. Clasificados como RC, etiquetados como NoRC. Podrian
considerarse RC o NoRC dependiendo del criterio médico aplicado.

- Mal Clasificados: 544. Fallas del clasificador, casos No RC etiquetados correctamente
en que el clasificador asignd un puntaje mayor al umbral. Pueden descartarse en revision

humana posterior.

Falsos Negativos (3):

- Mal Clasificados: 3. Falla del clasificador, casos RC etiquetados correctamente a los
cuales el clasificador asign6 un valor inferior al umbral.
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6. Discusion

El modelo sugerido posee una sensibilidad del 97.9%, pudiendo reducir en un 50% el volumen
de informes que se revisan manualmente. Todas las cifras presentadas toman como referencia los
RC notificados y consignados en el registro original del hospital.

Dentro de los textos clasificados como No-RC existen 3 Falsos Negativos. Casos que deben
ser identificados por el médico al momento del informe ya que se omitiran de la revision humana
posterior.

Respecto a los Falsos Positivos, El nimero de estos se debe a la eleccion del valor umbral el
cual se fijo en la mediana de las salidas obtenidas, valores de umbral mas elevados causan que no
se alcance la sensibilidad deseada al existir mas falsos negativos y valores de umbral menores
hacen que no se justifique el uso del algoritmo ya que el volumen de informes a revisar
manualmente se elevaria. Se encontraron al menos 50 casos, equivalentes a un 34,2% mas de RC
que no estaban etiquetados originalmente como tal, indicio de que existe una sub-notificacion. Si
se incluyen casos de control y clasificaciéon dudosa dicho nimero puede aumentar hasta un maximo
de 112 casos nuevos (76,7% mas de RC). Evidenciar esto de manera objetiva requiere una revision
por pares de todo el set de datos y re-etiquetado, lo cual no esta contemplado dentro de este

proyecto.

6.1. Eleccion del modelo

La proporcion de casos RC vs NoRC es de 1:100 aproximadamente, esto limit6 la eleccion del
modelo a GLM. Para que otro clasificador no se incline naturalmente hacia la clase mayoritaria se
debe recurrir a métodos de balanceo de clases que producen otras fallas como:

Sub-muestrear la clase mayoritaria (NoRC) implica perder una gran cantidad de datos, por ende,

informacion ttil para construir el modelo.
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Sobre-muestrear la clase minoritaria (RC) implica repetir muchas veces las mismas caracteristicas
que no son necesariamente relevantes, lo que sobreajusta el modelo y disminuye su poder
predictivo.

Con GLM no es necesario aplicar balanceo de clases ya que la eleccion de un valor
“umbral” separa las clases y permite manipular el comportamiento del clasificador en este sentido.
Existe por otro lado evidencia de la eficacia de la integraciéon de GLM con word2vecs en el andlisis
de sentimientos por lo general se utiliza para predecir la polaridad de opiniones (positiva o
negativa) en twitter respecto a diversos topicos. En este caso se aplico para predecir la variable
RC/NORC que igualmente es categdrica/binaria. Se aprecian algunas diferencias en la naturaleza
de los textos analizados, los textos médicos suelen ser de mayor longitud: 286 palabras en
promedio vs 10. 7 palabras que se utilizan en twitter*”, y la interpretacion de los textos médicos

suele ser literal, sin presencia de sarcasmo o doble sentido, lo que es muy habitual en twitter.

6.2. Limitaciones y potencial mejora de la muestra

Calidad de la muestra

La integracion entre el sistema de origen de los datos (RIS) y el sistema de donde se extrajo
la muestra (HIS) produce errores en los textos de los informes, tales como espacios aleatorios en
medio de palabras y caracteres erroneos. Extraer los textos directamente desde su origen, tal como
se emitieron, es posible mediante la adquisicion de una licencia extra para la herramienta de
inteligencia negocios de AGFA®. Otra forma, aplicable solo prospectivamente, seria re-configurar
la mensajeria que trafica los textos de informes normalmente entre RIS y HIS e incluir, como un
destino adicional para estos mensajes, una base de datos independiente a la cual podria integrarse

el algoritmo para su entrenamiento y posterior uso diario.
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Dado el volumen de documentos, se revisaron y corrigieron estos errores solo en los textos de
la clase RC (579 de 6.420).

Etiquetado

Como base para el etiquetado de clases se utilizo el Registro de Notificacion que existia en el
centro asistencial, esto no es equivalente a un Registro de RC lo cual derivo en fallas de etiquetado
que afectan el entrenamiento y posterior rendimiento del algoritmo.

Para obtener un etiquetado correcto seria necesario realizar una revision por pares: contar con
dos Radiologos que etiqueten 6.420 documentos basados 100% en los hallazgos y no en si aplica
0 no su notificacion.

Algunos ejemplos donde no se condicen los hallazgos con su notificacion son:

1) Pacientes con multiples examenes: La notificacion de RC se realiza, por lo general, una vez por
paciente y los hallazgos pueden mencionarse en mas de un examen, incluso controles posteriores.
2) Sub-Notificacion: Cuando existe seguimiento continuo del médico tratante es comun que la
notificacion se omita o se realice solo verbalmente. No tiene impacto clinico, si para el registro.
3) Sobre-Notificacion: Hallazgos que no requieren notificacion obligatoria pueden ser notificados
a criterio del radiologo.

4) Notificacion Subjetiva: Hallazgos donde no hay un pardmetro exacto que determine si es RC o

no (Ej: “TEC Complicado”, “Aneurisma Complicado”), también se aplica el criterio del médico.



Sistema de soporte a la deteccion de resultados Criticos en Informes de Imagenologia mediante Aprendizaje 31

automadtico

7. Conclusiones

La evidencia presentada en este trabajo demuestra que es posible detectar la presencia de RC
en informes de Imagenologia mediante aprendizaje automatico. Se supera la sensibilidad deseada
en un 0,4% por lo que se acepta la hipotesis planteada.

El algoritmo construido no se basa en un contexto clinico especifico, si no que puede adaptarse
a distintas condiciones de patologia, técnica diagndstica o autor. Este es el fundamento de utilizar
un modelo de aprendizaje automético por sobre otras técnicas existentes.

Especificamente se contribuye en una reduccion del 50% de los recursos hora’hombre
destinados a la revision manual de informes, manteniendo la notificacion actual de RC a pacientes
y el cumplimiento de las exigencias de calidad que requieren los prestadores. La revision
priorizada también aporta en optimizar el uso de estos recursos. Esta contribucion puede impactar
la atencion en salud traduciéndose en notificaciones mas oportunas y liberando recursos para otras
necesidades del sector. Soluciones similares pueden aplicarse a otros textos médicos utilizando la
misma tecnologia. El algoritmo estd pensado para clasificar documentos de forma retrospectiva
pero con la adecuada implementacion e integracion a los sistemas de informacion en salud, se
podrian generar alertas en tiempo real.

Existen dos limitaciones que no fue posible resolver con las herramientas disponibles referidas
a calidad y etiquetado de la muestra. Queda abierta la posibilidad de mitigar ambas mediante el
aporte de recursos adicionales.

Continua siendo necesario el uso de texto libre en los documentos clinicos, sin embargo, los
usuarios podrian asociar datos estructurados respondiendo preguntas como: “;contiene RC?” o
“;corresponde notificar?”, y el etiquetado de la muestra no seria objeto de un esfuerzo adicional

ayudando a la implementacion de soluciones como la de este trabajo.



Sistema de soporte a la deteccion de resultados Criticos en Informes de Imagenologia mediante Aprendizaje 32

automdtico
Este es el segundo trabajo que se realiza en Chile en esta linea investigativa y existe un gran
interés por parte de prestadores de salud en mejorar la notificacion de RC de imagenologia, lo que

esperamos pueda llevar este tipo de propuestas a un contexto clinico.
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8.1. Modelos Probados

8. ANEXOS

38

Para alcanzar el resultado actual se probaron diversas alternativas de Clasificadores, NLP,

Reduccion de dimensionalidad, Balanceo de Clases y Unidades de medicion. Se exponen algunas

de las pruebas realizadas (modelo elegido resaltado):

CLASIFICADOR |NLP REDUCE DIM AJUSTE PARAMETROS | N VARIABLES |BALANCE Unidades | SENSIBILIDAD | ESPECIFICIDAD | ACCURACY
GLM Neg,SW,MA WORD2VEC vocab.vectorizer 18.236| Umbral=mediana | TF 0,9794 0,5497 0,5888
BN-Seriado Neg,2G,St,SW,MA |ANOVA 0,05 Variable | SubM TF 0,9730 0,3340 0,4470
GLM Neg,SW,MA WORD2VEC vocab.vectorizer 18.236| Umbral=mediana | TF-IDF 0,9726 0,5483 0,5869
BAYES Neg,2G,St,SW,MA | SPARSE 0,985 1.365 | SubM TF 0,9711 0,2508 0,2663
GLM Neg,SW,MA WORD2VEC hash.vect 2716; 1L,1L Variable | Umbral=mediana |TF 0,9658 0,5470 0,5850
GLM Neg,SW,MA,ID WORD2VEC vocab.vectorizer 18.236| Umbral=mediana |TF 0,9315 0,6065 0,6361
GLM Neg,SW,MA WORD2VEC hash.vect 2717; 2L,2L Variable | Umbral=mediana |TF 0,9247 0,5648 0,5975
BN Neg,2G,St,SW,MA | ANOVA 0,5 1.828 | SubM TF 0,9132 0,5924 0,5994
BN Neg,2G,St,SW,MA |SPARSE 0,99; 1 1.753 | Subm TF 0,9075 0,5175 0,5259
GLM Neg,SW,MA,ID WORD2VEC vocab.vectorizer 18.236| Umbral=mediana | TF-IDF 0,9041 0,7265 0,7427
BN Neg,2G,St,SW,MA | SPARSE + ANOVA [0,989; 1 1.496 | SubM TF 0,9017 0,5112 0,5196
ADABOOST Neg,2G,St,SW,MA | ANOVA 0,8 2.525 | SubM TF 0,8150 0,8100 0,8109
ADABOOST  [Neg,2G,5t,5W,MA [SPARSE + ANOVA [0,985; 1 1.169 | Subm TF 0,8034 0,8180 0,8178
ADABOOST Neg,SW,MA WORD2VEC hash.vect 2°17; 1L,1L Variable | SUbM TF 0,7945 0,8218 0,8193
ADABOOST Neg,SW,MA WORD2VEC vocab.vetorizer 131.072| SUbM TF 0,7945 0,8218 0,8193
SVM Neg,2G,St,SW,MA | ANOVA 1 3.468 | SubM TF 0,7398 0,8417 0,8396
KNN Neg,2G,St,SW,MA |SPARSE + ANOVA |0,985; 1 1.169 | Subm TF 0,5144 0,9132 0,9047

Tabla 6. Tabla de métodos probados: Se muestran alternativas y métricas obtenidas en cada caso.

A continuacion, el detalle de cada alternativa en Tabla 6:

Clasificadores:

NLP:

BN?*: Clasificador ingenuo de Bayes

BN-Seriado: Se implementan 11 clasificadores en paralelo, 10 para determinada

patologia y uno general. Si uno o mas clasifica positivo se considera RC
GLM?’: Modelo Lineal Generalizado
ADABOOST®: Combinacién de clasificadores (arboles de decision). de forma

secuencial para aumentar el poder predictivo.

Neg (Marcar Negacion)™: Diferenciacion de cada termino negado en relacion a su

homologo aseverado mediante la modificacion del texto y adicion de el prefijo “noxx”

(Ej: “venosa” / “noxxvenosa”).
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2G (Bi-Gramas)'': Uso de términos de 1 y 2 palabras (bi-gramas) como variables.

St (Stemming)'': Agrupar términos de igual raiz léxica en Espafiol dentro de una
misma variable (Ej: “venosa”, “venoso”, “venosas’)

SW (Remocién de Stopwords)'': Mediante un diccionario de Stopwords en espafiol
incluyendo sus formas negadas.

MA (Omitir de Mayusculas y Acentos)

ID (Impresién Diagnostica)'*: Reducir analisis exclusivamente a la seccidén de

Impresion diagnostica (cuando esté presente).

Reduccion de Dimensionalidad:

Filtro Anova®*: Conservar términos cuya varianza esta influida por la clase del
documento.

Filtro Sparse Terms*': Conservar términos con frecuencias de apariciéon menores a
cierto valor

Word2Vec: Agrupar términos con similar significado (o contexto) en “vectores de
encaje”.

Balanceo de Clases:

SubM **: Consiste en Sub-muestrar la clase mayoritaria (No RC ) al momento de
entrenar para que posteriormente el clasificador no se incline hacia ella al predecir.
Umbral**: Al usar modelos de regresion, con salida numérica 0-1, se fija un valor
umbral en la mediana de las salidas para categorizar. Esto permite utilizar el 100% de

los datos del set de entrenamiento.

Unidades de medicion:

TF*: “Term Frequency” Contar directamente la frecuencia de aparicion de cada
termino en cada documento.

TF-IDF*": “Term Frequency - Inverse Document Frequency” es un tipo de
normalizacion que permite aplicar un “peso” a cada termino dependiendo de su
frecuencia de aparicion en el documento v/s en el set de datos completo. Cuando es
elevado indica una alta relacion entre el termino y el documento en que aparece, por

ende tiende a ser la informacion especifica que se quiere comunicar.



Sistema de soporte a la deteccion de resultados Criticos en Informes de Imagenologia mediante Aprendizaje 40

automadtico

8.2. Consideraciones Eticas

El presente trabajo cuenta con la aprobacion del comité de ética del Hospital del
Trabajador, ACHS.

Al ser un estudio retrospectivo no se sometid a ningun paciente a procedimientos. Solo
considera el analisis de documentos clinicos emitidos durante parte de los afios 2016 y 217. Los
resultados son expuestos en términos de métricas estadisticas que dan cuenta del rendimiento del
predictor. No se publican datos asociados a pacientes particulares ya que son irrelevantes para el
estudio y se eliminaron por completo para el trabajo con la base de datos, conservando solamente
un codigo referido al documento. El nombre del autor de cada documento también se almacena
anonimizado mediante un cddigo correlativo.

En este estudio no aplica el uso de consentimiento informado.

8.3. Estrategia de Busqueda Bibliografica

Basado la literatura existente se combinaron palabras claves agrupadas en 3 grupos
relacionados a: Contexto, Objeto de estudio y Técnica de estudio. De las 24 combinaciones
posibles se seleccionan manualmente 17 mas representativas para hacer busquedas en las distintas
Bases de datos seleccionadas. Se utilizaron bases de datos Biomédicas, Informéticas y Generales.

Se adjunta Tabla resumen de Estrategia.
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Grupos Descripcion Comentarios
Grupo terminol |Radiology
35 . Report Metodo: Existen 24 combinaciones con 1 keyword
= Grupo termino2 .
§ Free text de cada grupo. De estas se seleccionan las 17
z Natural Language Processing mas representativas para hacer busquedas en las
4 Grupo Termino3 [Text Mining distintas Bases de datos seleccionadas
Data Mining
PubMed https://www.ncbi.nlm.nih.gov/pubmed
< L Science Direct http://www.sciencedirect.com
kS Biomédicas P //_ : /
S JAMA http://jama.jamanetwork.com
(=2
a2 BVS http://bvsalud.org/
'f, arXiv https://arxiv.org/
g Informaticas |Arnetminer https://aminer.org/
§ Association for Computing Machinery [www.acm.org
§ Google Scholar https://scholar.google.cl/
5 Generales Link Springler http://link.springer.com/
o WorldWide Science http://worldwidescience.org/
Otras Referencias|Ref. Papers, Recomendaciones
Ainos: 2010-2016
c .
o |ldioma: Ingles
§ Informacidn: Abstract Disponible
@ [contenido: Fundamentos NLP
3 Soluciones Implementadas
8
S
[0}
=
S
o
Herramientas de Soporte |Mendeley

Tabla 7. Estrategia de Busqueda: Resumen de método y bases de datos consultadas

Se realizé busqueda hasta encontrar redundancia en los articulos encontrados, se adjunta

resumen de articulos en Tabla 4 de la seccidon del Marco Referencial.

BD/Motores de Busqueda Articulos Combinacién de keywords utilizada

PubMed 28 Radiology Free Text; Radiology Natural Language Processing

Science Direct 23 Radiology Free Text Data Mining; Radiology Natural Language Processing
JAMA 3 Radiology Natural Language Processing

BVS 1 Radiology Natural Language Processing

arXiv 0 Free text Data Mining; Text Mining

Arnetminer 1 Free text Data Mining

Association for Computing Machineny 8 Text Mining ; Radiology Report Text Mining

Google Scholar 15 Natural Language Processing ; Radiology Natural Language Processing
Link Springler 17 Radiology Report Data Mining ; Radiology Natural Language Processing
WorldWide Science 13 Radiology Text Mining ; Radiology Report Data Mining

Ref. Papers, Recomendaciones 10

Tabla 8. Resultado de Busqueda: Se muestra cantidad de articulos encontrados por base de datos consultada
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